
1Cadernos de Ciência & Tecnologia, Brasília, v. 39, n. 2, e26950, 2022
DOI: 10.35977/0104-1096.cct2022.v39.26950

CC&T
Cadernos de Ciência & Tecnologia

ISSNe 0104-1096

www.embrapa.br/cct

Recebido em
23/08/2021

Aprovado em
06/04/2022

Publicado em
27/07/2022

This article is published in Open Access under 
the Creative Commons Attribution licence, 
which allows use, distribution, and reprodution 
in any medium, without restrictions, as long as 
the original work is correctly cited.

Ideias centrais

•	O acesso facilitado a RNAs 
despertam o interesse de pesquisas 
envolvendo diferentes tecnologias na 
agricultura.

•	Ao incorporar técnicas com 
processamento digital de imagens, 
diferentes pesquisas objetivam tratar 
problemas da estimativa de produção.

•	Há uma tendência de estudos 
envolvendo algoritmos de 
aprendizagem de máquina no setor 
agrícola, especialmente com redes 
neurais	artificiais.
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RESUMO

A busca por produção de alimentos em grande escala continua sendo uma preocupação 
mundial. Nesse aspecto, realizada a detecção e contagem de plantas, estimar produção 
é uma área que está sendo explorada por técnicas de aprendizagem de máquina. 
Diante	disso,	este	artigo	tem	como	objetivo	realizar	um	mapeamento	bibliográfico	das	
abordagens de aprendizagem de máquina aplicadas na estimativa de detecção e contagem 
de plantas. Com esse mapeamento, pretende-se avaliar se existem similaridades entre 
cultivos e técnicas escolhidas pelos autores e, dessa forma, propor uma modelagem para 
estudos futuros com imagens capturadas por VANTs. Para alcançar o objetivo proposto, 
foi aplicada uma string	 de	 busca	 em	 bases	 de	 dados	 e	 foram	 filtrados	 os	 resultados.	
Nesse mapeamento, 18 artigos foram relatados. Os resultados mostraram que o estado 
da	arte	indica	que,	modelos	de	Rede	Neural	Artificial	(RNA),	com	destaque	em	Redes	
Neurais Convolucionais, estão sendo amplamente utilizados na contagem/estimativa de 
produção.

Termos para indexação:	agricultura,	estimativa	de	produção,	redes	neurais	artificiais,	
VANT. 

Systematic mapping of plant detection and counting in agricultural  
images using machine learning – modeling proposal for system  
development

ABSTRACT

The search for large-scale food production continues to be a global concern. In this regard, 
when detecting and counting plants, estimating production is an area that is explored by 
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machine learning techniques. Given the above, this article aims to carry out a bibliographic mapping of machine learning approaches 
applied to plant detection and counting estimation. With this mapping, it was intended to evaluate if there are similarities between 
crops and techniques chosen by the authors and, in this way, to propose a model for future studies with images captured by UAVs. To 
achieve	the	proposed	objective,	a	search	string	was	applied	to	databases	and	the	results	were	filtered.	In	this	mapping,	18	papers	were	
reported.	The	results	showed	that	the	state	of	the	art	indicates	that	Artificial	Neural	Network	(ANN)	models,	mainly	Convolutional	
Neural	Networks	(CNN),	are	being	widely	used	in	production	counting/estimation.

Index terms: agriculture,	production	estimation,	artificial	neural	networks,	UAV.

INTRODUÇÃO 

Frequentemente, as indústrias possuem dados extras armazenados sobre as operações em suas 
empresas e buscam a otimização dos seus processos, e na agricultura isso não é diferente. Com 
o advento da agricultura de precisão, muitos agricultores possuem informações extras disponíveis 
que foram coletadas por variados sensores, tais como temperatura do solo, componentes do solo, 
cobertura,	e	identificadores	e	monitores	de	crescimento	(Sarwar	et	al.,	2018).	Entretanto,	informações	
precisas	e	atuais	sobre	a	plantação,	números	e	localização	de	cada	planta	são	mais	desafiadoras	em	
grandes	áreas,	pois	é	um	trabalho	demorado,	intensivo	e	caro	(Karami	et	al.,	2020).

Assim, pesquisadores estão explorando abordagens alternativas baseadas em imagens. As 
geotecnologias	 surgem	como	uma	 ferramenta	de	destaque	para	fiscalização,	 análise	de	 recursos	e	
monitoramento	do	ambiente	(Cândido	et	al.,	2015).	Os	Veículos	Aéreos	Não	Tripulados	(VANTs),	
equipados de diversos sensores, tornaram-se alternativas para soluções rápidas e precisas  
(Ampatzidis	&	Partel,	 2019),	 além	de	 criarem	um	 impacto	 significativo	 em	diferentes	 aplicações	
baseadas em campo. Destacam-se estudos voltados para acompanhamento da plantação, sejam 
estimativas	 (Rahnemoonfar	&	Sheppard,	2017),	detecção	de	ervas-daninhas	 (Milioto	et	 al.,	2017;	
Ampatzidis	&	Partel,	2019),	detecção	de	tipo	de	plantação	(Di	Nisio	et	al.,	2020;	Feng	et	al.,	2020)	ou	
contagem	de	plantas	(Karami	et	al.,	2020).	Esses	são	campos	que,	a	longo	prazo,	auxiliam	o	melhor	
manejo das regiões exploradas. Em particular, a estimativa de contagem de plantas é um indicador 
importante para melhoramento de plantas para avaliar variedades e práticas de manejo. Além disso, 
a contagem de plantas indica a proporção de crescimento comparada com o número de sementes que 
foram plantadas, enquanto a localização fornece informações sobre a variabilidade associada em uma 
determinada	área	geográfica	(Karami	et	al.,	2020).

Diversas abordagens que utilizam aprendizagem de máquina têm sido investigadas para se 
trabalhar	com	o	problema	de	contagens,	sejam	baseadas	em	modelos	clássicos	como	K-nearest	nei-
ghbor	 (KNN),	Random	Forest	 (RF)	ou	Support	Vector	Machine	(SVM).	Contudo,	observa-se	que	
as	 características	 das	 imagens	 podem	desafiar	 o	 desempenho	dos	 algoritmos,	 e	 então	 alternativas	
baseadas em aprendizagem profunda têm demonstrado um desempenho favorável em uma gama de 
aplicações,	com	potencial	significativo	para	agricultura	(Castro	et	al.,	2018;	Karami	et	al.,	2020).	Par-
ticularmente,	o	estado	da	arte	indica	que	Redes	Neurais	Convolucionais	(CNN)	podem	ser	utilizadas	
com	imagens	de	VANTs	para	realizar	detecção	de	objetos	de	forma	eficiente	e	precisa	(Wang	et	al.,	
2018).

Diante	desse	exposto,	este	artigo	tem	como	objetivo	realizar	um	mapeamento	bibliográfico	das	
abordagens de aprendizagem de máquina aplicadas na estimativa de contagem de plantas. Com esse 
mapeamento, pretende-se avaliar se existem similaridades entre cultivos e técnicas escolhidas pelos 
autores e, dessa forma, propor uma modelagem para estudos futuros com imagens capturadas por 
VANTs.

FUNDAMENTAÇÃO TEÓRICA 

Com	a	ampliação	da	mecanização	agrícola,	verifica-se	cada	vez	mais	a	necessidade	de	analisar	
a variabilidade dentro do campo, visto que cada região pode ter propriedades diferentes. Quanto a 
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isso,	o	uso	de	geotecnologias	propicia	aos	agricultores	a	oportunidade	de	verificar	as	necessidades	
em áreas determinadas da região agrícola, por mapeamento ou aplicação de fertilizantes, defensivos, 
água, entre outros. 

Com relação a isso, o uso de ferramentas que auxiliem no armazenamento, processamento, 
gerenciamento e análise de dados é relevante. Com o avanço da tecnologia, a captura de imagens 
mediante VANTs vem crescendo e apresenta diversas vantagens técnicas e econômicas, visto que 
oferece facilidade na adaptação para cada projeto. As características das imagens capturadas estão di-
retamente	relacionadas	a	diferentes	parâmetros,	como	resolução,	escalas	e	tipos	de	sensores	(Cândido	
et	al.,	2015).	As	imagens	capturadas	pelos	VANTs	por	meio	de	sensoriamento	remoto	(SR)	devem	
ser	vistas	como	documentos,	sobre	um	plano	2D,	que	representam	as	feições	naturais	e	artificiais	da	
superfície	terrestre	(Menezes	&	Almeida,	2012).

O SR possibilita o registro de informações das regiões em diferentes níveis do espectro eletro-
magnético	por	meio	de	instrumentos	a	distância	do	objeto	ou	área	de	interesse.	Após,	as	informações	
coletadas podem ser analisadas por meio visual ou mesmo via processamento digital de imagens 
(Jensen	et	al.,	2009).	Contudo,	cada	objeto	apresenta	um	comportamento	espectral	que	corresponde	a	
um	conjunto	dos	valores	da	reflectância	ao	longo	do	espectro	eletromagnético,	também	chamado	de	
assinatura	espectral	do	objeto	(Moraes,	2002).	Assim,	o	fluxo	de	energia	eletromagnética	atinge	um	
objeto	e	sofre	interações	com	o	material	do	qual	o	objeto	é	composto.	Ele	é	parcialmente	refletido,	
absorvido e então transmitido pelo objeto. 

Essa	 assinatura	 espectral	 define	 as	 feições	 de	 cada	objeto	 e	 é	 relacionada	de	 acordo	 com	o	
seu tipo, seja vegetação, rochas, solos, nuvens ou água. Isso torna o SR apto para ser analisado em 
diferentes áreas da pesquisa voltadas para a agricultura. 

Para extrair as informações espectrais das imagens capturadas por SR e VANTs, as etapas dis-
poníveis para processamento digital de imagens se tornam essenciais. Essas etapas serão explicitadas 
na sequência.

PROCESSAMENTO DIGITAL DE IMAGENS 

O	Processamento	Digital	de	Imagens	(PDI)	é	uma	área	em	constante	crescimento	e	de	caráter	
interdisciplinar. O PDI consiste em técnicas expressas de forma algorítmica para capturar, representar 
e transformar imagens com o auxílio de um computador, e, como resultado, possibilitam a compre-
ensão das relações entre o comportamento espectral dos objetos e suas propriedades. Isso facilita na 
percepção	de	informações	das	imagens	bem	como	na	interpretação	(Marques	Filho	&	Vieira	Neto,	
1999;	Gonzalez	&	Woods,	2009).	No	entanto,	destacam-se	as	etapas	de	processamento	representadas	
na Figura 1. Destacam-se algumas dessas etapas:

•	 Aquisição de imagens: é o primeiro processo e envolve a escolha do sensor, lentes, ilumina-
ção da cena, horário de captura, velocidade de aquisição, entre outros. 

•	 Pré-processamento:	 envolve	 as	 técnicas	 subsequentes,	 tais	 como	 verificação	 de	 ruídos,	
realce, redimensionamento da imagem.

•	 Segmentação: divide a imagem em suas partes ou objetos constituintes. 

•	 Extração de características: também chamada de representação/descrição que parte do 
resultado da etapa de segmentação. A representação de cada objeto será baseada em suas 
características, e os dados devem ser convertidos de uma forma adequada para processa-
mento computacional.
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•	 Reconhecimento	 e	 interpretação:	 atribui	 um	 rótulo	 a	 cada	 objeto	 com	 base	 nas	 suas	
características. 

•	 Base	de	conhecimento:	o	conhecimento	do	domínio	é	codificado	em	forma	de	banco	de	
dados	e	controla	a	interação	entre	todos	os	módulos.	

Figura 1. Passos fundamentais no processamento digital de imagens. 

Fonte:	Marques	Filho	&	Vieira	Neto	(1999).

APRENDIZAGEM DE MÁQUINA 

Em muitos trabalhos realizados com base em imagens aéreas, a fotointerpretação foi realizada 
por	algum	profissional	experiente	e,	conforme	a	complexidade	das	feições	dos	objetos,	pode	deman-
dar tempo e expertise desse fotointérprete. Os elementos de interpretação da imagem envolvem loca-
lização,	tonalidade	e	cor,	tamanho,	forma,	textura,	padrão,	entre	outros	(Gonzalez	&	Woods,	2009).	
Com o intuito de otimizar o tempo de processamento de dados e ampliar o reconhecimento de objetos 
na superfície terrestre de imagens digitais, técnicas de aprendizagem de máquina desempenham um 
papel importante na pesquisa de SR.
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A	Aprendizagem	de	Máquina	(AM)	é	um	conceito	associado	à	Inteligência	Artificial	e	tem	se	
destacado	em	diversas	abordagens	que	envolvem	visão	computacional,	entre	elas	a	classificação	de	
imagens. Nessa técnica, cada pixel ou região da imagem é associada a uma classe que descreve algum 
tipo de cultivo, cobertura e uso da terra, tipos de vegetação, tipos de solos, reconhecimento de área 
urbana,	entre	outros.	Além	disso,	pode	envolver	duas	diferentes	abordagens	de	classificação,	sendo	
supervisionada e não supervisionada. Na abordagem supervisionada, é necessário que o usuário co-
lete	amostras	para	treinar	e	ensinar	o	classificador	com	exemplos	de	cada	feição	de	interesse	na	cena.	
Já	na	abordagem	não	supervisionada,	não	são	utilizados	dados	de	formação,	ou	seja,	é	um	processo	
independente do usuário. Assim, os algoritmos vão buscar por informações similares na imagem e 
agrupá-las	em	classes	(Tan	et	al.,	2009).

Cada região da imagem associada a uma classe é chamada de padrão. Esse padrão é um vetor de 
características que descreve um objeto. O objeto pode ser um pixel sozinho ou um conjunto de pixels 
adjacentes,	formando	uma	entidade	geográfica	que	será	associada	a	uma	classe.	A	etapa	de	reconheci-
mento	dos	padrões	por	máquina	envolve	técnicas	de	atribuição	de	padrões	às	suas	respectivas	classes,	
de	forma	automática,	e	com	a	menor	intervenção	humana	possível	(Gonzalez	&	Woods,	2009).	

Tem-se	alguns	destaques	com	Randon	Forest,	Neupane	et	al.	(2019),	que	realizaram	a	contagem	
de	pés	de	banana,	e	Bonet	et	al.	(2020),	que	usaram	SVM	com	o	intuito	de	realizar	a	contagem	de	
palmeiras	de	extração	de	óleo	vegetal.

Contudo, autores têm mostrado vantagens do uso de aprendizagem profunda sobre a extração 
de	características	manuais	para	a	classificação/detecção	de	imagens,	em	que	se	citam	Ho	et	al.	(2019),	
para estimar o rendimento das plantações de melancias. As arquiteturas de redes neurais convolu-
cionais	(CNN)	têm	sido	implementadas	para	diferentes	problemas	de	reconhecimento	de	imagens,	
incluindo	 classificação.	Csillik	 et	 al.	 (2018)	 detectaram	 frutas	 cítricas	 e	 outras	 árvores	 de	 cultivo	
com	base	em	imagens	de	VANTs	e	detecção	de	objetos,	em	que	Kalantar	et	al.	(2020)	aplicaram	a	
técnica em imagens de plantações de melão. Com foco em imagens aéreas, essas CNNs têm apre-
sentado	destaque	como	extratoras	de	características,	em	que	se	citam	Xu	et	al.	(2020)	para	realizar	
a	contagem	rápida	e	precisa-se	das	espigas	do	trigo,	e	citam-se	Wang	et	al.	(2018)	com	foco	na	área	
urbana, podendo-se trabalhar com diferentes informações espaciais, escalas, cores ou texturas. Elas 
representam uma nova perspectiva para aprendizagem de máquina. 

Na	classificação	de	imagens,	vale	citar	algumas	arquiteturas	que	se	destacaram,	como:	Rede	
Neural	Artificial	–	Malinao	&	Hernandez	(2018)	–;	e	CNN	–	Csillik	et	al.	(2018)	e	Selim	et	al.	(2019).	
Na	detecção	de	objetos,	destacam-se	as	arquiteturas	Fast	CNN	–	Wang	et	al.	 (2018)	–;	R	CNN	–	 
Sarwar	et	al.	(2018)	–;	e	CNN	–	Ampatzidis	&	Partel	(2019).	

PROTOCOLOS DE AVALIAÇÃO DE DESEMPENHO 

A	classificação	de	áreas	capturadas	por	VANTs	necessita	de	avaliação	dos	resultados,	baseando-
-se	nos	experimentos	realizados.	Assim,	devem	ser	definidas	regiões	não	utilizadas	no	treinamento	e	
validação para compor essa etapa de análise estatística. 

Para	cada	objeto	classificado	da	imagem,	pode-se	avaliar	a	precisa	localização	dele,	conside-
rando a métrica Intersection over Union	(IoU).	Para	isso,	é	avaliada	a	sobreposição	entre	o	objeto	
classificado	(dada	sua	localização	na	imagem)	e	a	localização	definida	no	rótulo	e	ground truth. A 
sobreposição considera a posição da imagem rotulada (x,y) e sua área q1. As posições do objeto 
candidato (x1, y1) são também consideradas, bem como sua área o1, como descrito na equação 1 
(Nowozin,	2014).

																																															(1)
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A Figura 2 apresenta exemplos das diferentes avaliações de desempenho utilizando-se IoU. 
Pode ser determinado um limiar para considerar que um objeto foi encontrado, como, por exemplo, 
IoU  0,6. 

Figura 2. Exemplos de cálculo da IoU. Baixo desempenho com IoU = 0,4034. Bom desempenho com IoU = 0,7330. Excelente 
desempenho com IoU = 0,9264. 

Fonte:	adaptado	de	Cowton	et	al.	(2019).

No intuito de avaliar estatisticamente os experimentos realizados, podem ser utilizados Preci-
são	(PR)	e	Recall	para	cada	conjunto	de	objetos	de	cada	classe.	Essas	métricas	são	frequentemente	
utilizadas	para	avaliar	o	desempenho	de	classificação	e	detecção	de	objetos	–	Xu	et	al.	(2020)	uti-
lizaram	para	avaliar	o	desempenho	de	classificação	da	CNN,	Sarwar	et	al.	(2018)	aplicaram	para	o	
desempenho	em	R-CNN,	Kestur	et	al.	(2018)	avaliaram	em	máquina	de	aprendizado	extremo	(ELM).	

A	PR	avalia,	de	todos	os	objetos	classificados,	quantos	efetivamente	foram	classificados	corre-
tamente.	Já	o	Recall	avalia	se	todos	os	objetos	que	deveriam	ter	sido	classificados	foram	efetivamente	
classificados,	ou	seja,	a	frequência	de	classificações.	Então	a	métrica	mean	Average	Precision	(mAP)	
é	calculada.	A	AP	é	a	área	abaixo	da	curva	de	precisão	e	recall	para	cada	objeto	a	ser	identificado	na	
imagem,	que	correspondem	às	equações	2	e	3,	respectivamente	(Powers,	2011):

																														(2)

																																	(3)

METODOLOGIA DE PESQUISA 

Dermeval	et	al.	(2020)	descrevem	que	o	levantamento	do	estado	da	arte	é	atividade	obrigatória	
na	realização	de	qualquer	pesquisa	científica	de	qualidade.	Assim	como	em	outros	métodos	de	pes-
quisa, a questão de pesquisa de mapeamento sistemático da literatura é norteadora de toda a condução 
da	pesquisa.	Todas	as	atividades	posteriores	da	revisão	derivam	da	questão	de	pesquisa,	logo,	defini-la	
de	forma	fidedigna	ao	tópico	que	se	quer	investigar	é	fundamental	para	o	sucesso	da	execução	de	uma	
revisão da literatura. Pode-se dizer que a questão de pesquisa é a atividade mais importante da etapa 
de	planejamento	de	um	mapeamento.	Para	tanto,	a	Figura	3	apresenta	os	processos	metodológicos	
que foram executados neste artigo. 
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Figura 3. Passos para execução da metodologia de pesquisa.

Nesse	aspecto,	na	etapa	1	se	fez	necessário	definir	as	questões	de	pesquisa	com	intuito	de	serem	
respondidas no decorrer do trabalho: 

•	 Q1. Quais são as ferramentas utilizadas para trabalhar com imagens de VANTs?

•	 Q2. Qual a técnica de extração de características utilizada?

•	 Q3. Qual a técnica de aprendizagem de máquina aplicada?

•	 Q4. Como foi realizado o particionamento da imagem de VANTs?

•	 Q5. Quais foram as análises estatísticas aplicadas para validação dos resultados?

•	 Q6.	O	método	gerou	um	sistema	(web/mobile)?

•	 Q7. O método gerou um banco de dados? Como foi armazenado?

Após	a	definição	das	questões,	 a	primeira	 tarefa	que	deve	ser	 feita	para	 iniciar	a	busca	dos	
estudos é a estruturação da questão de pesquisa em palavras-chave logicamente organizadas, ou seja, 
em uma string	de	busca	(Dermeval	et	al.,	2020).	

Com	o	intuito	de	responder	às	questões	supracitadas,	a	string de busca genérica com as respec-
tivas palavras-chave, que foi adaptada para cada base de dados, seguiu a seguinte estrutura:

( ( “machine learning” OR “ object detection” OR “deep learning” OR “neural network” ) 
AND ( “unmanned aerial vehicle” OR “UAV” ) AND ( “agriculture” ) )

Para	finalizar	 a	 etapa	1,	 foram	definidos	os	 critérios	de	 inclusão	e	 exclusão,	os	quais	darão	
suporte para a seleção dos artigos a serem explorados. Esses critérios estão apresentados na Tabela 1.

Tabela 1.	Critérios	de	inclusão	e	exclusão	para	o	mapeamento	bibliográfico.
Critérios de inclusão

CI 1 - Um estudo é incluído se: abordar um método, técnica, abordagem ou estratégia para imagens de VANTs

CI 2 - Escrito em inglês com texto completo acessível online

Critérios de exclusão

CE 1 - Artigos não relacionados ao objetivo da pesquisa

CE 2 - Artigos duplicados

CE 3 - O artigo não está em inglês

CE 4 - O texto completo está inacessível online

CE 5 - Livros e literatura cinzenta

CE 6 - Resumos de tutoriais ou resumos de artigos, prefácios, entrevistas, resenhas, pôsteres, painéis de discussão
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Na	etapa	2,	como	o	intuito	do	artigo	é	elaborar	um	mapeamento	bibliográfico	das	abordagens	
de aprendizagem de máquina aplicadas na estimativa de detecção e contagem de plantas, buscando 
modelar uma estrutura de ferramenta para futuro desenvolvimento, foram selecionadas as bases: 
ACM Digital Library, IEEE Xplore, Scopus e Springer Link.	Após	a	aplicação	da	string, obtiveram-se 
45 artigos na ACM Digital Library, 89 artigos na IEEE Xplore, 269 artigos na Scopus, e 309 artigos 
na Springer Link. Como pode-se observar na Figura 4, 43,4% dos artigos foram publicados na base 
Springer, enquanto 37,8% foram publicados na Scopus.

Figura 4. Percentual de artigos em cada base encontrados para o mapeamento.

Na etapa 3 é realizada a seleção dos artigos, considerando o processo de leitura dos títulos e 
resumo e atendendo aos critérios de inclusão. Nessa etapa, os trabalhos que passaram para a leitura 
completa resultaram em 17 artigos da Springer, 65 artigos da Scopus, 8 artigos da ACM. Vale ressal-
tar que nenhum artigo da IEEE atendeu aos critérios de inclusão. Nesse aspecto, temos a Tabela 2, 
abaixo, que ilustra os artigos selecionados e os artigos aceitos.

Tabela 2. Número total de artigos encontrados e aceitos para o mapeamento.
Base Quantidade de artigos Artigos aceitos

ACM Digital Library 45 8

IEEE Xplore 89 0

Scopus 269 65

Springer Link 309 17

Após	 a	 leitura	 completa	 dos	 trabalhos,	 verificou-se	 que	 apenas	 18	 trabalhos	 respondiam	 às	
questões de pesquisa. Assim, conforme cada questão de pesquisa, foram avaliadas as técnicas e abor-
dagens utilizadas pelos usuários conforme a etapa 4 da pesquisa. Essa descrição está inclusa na seção 
de Resultados e Discussão. Assim, fez-se a análise dos dados, e sobre quais as similaridades entre 
técnicas	dos	autores,	incluindo	os	resultados.	Por	fim,	considerando	as	principais	técnicas	utilizadas	
pelos autores, e que se destacaram recentemente, na etapa 5 ocorre a proposta de modelagem, bem 
como	 a	 descrição	 de	 um	 sistema	 dedicado	 à	 detecção	 e	 contagem	de	 plantas	 em	 imagens	 aéreas	
capturadas por VANT.

RESULTADOS E DISCUSSÃO 

Conforme análise do mapeamento, foi observado um crescente interesse na aplicação de técni-
cas de aprendizagem de máquina para detecção de objetos em ambientes agrícolas a partir de 2017. 
Os	trabalhos	aceitos	que	respondiam	às	questões	de	pesquisa	corresponderam	a	7	artigos	publicados	
em 2018, 3 artigos em 2019 e 8 artigos em 2020.
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Para discussão dos resultados, foram separadas as questões de pesquisa Q2, Q3, Q4 e Q5 para 
avaliar as metodologias aplicadas pelos autores e buscar similaridades entre os métodos. As demais 
questões	envolviam	assuntos	particulares	de	cada	pesquisa	e	foram	utilizadas	para	verificar	a	dispo-
nibilização de bases públicas, o uso de ferramentas para manipulação de imagens de VANTs e se foi 
desenvolvido algum produto.

•	 Q1. Quais são as ferramentas utilizadas para trabalhar com imagens de VANTs?

Várias abordagens foram encontradas utilizando-se técnicas de aprendizagem de máquina. 
Entre elas destacam-se: k-means, RNA, Árvore de Decisão e SVM.

Selim	et	al.	(2019)	realizaram	contagem	de	plantação	de	laranjeiras,	e	para	isso	usaram	o	mé-
todo de análise de imagem baseado em objeto, com uma precisão de 82,86%. Malinao & Hernandez 
(2018)	realizaram	um	estudo	com	a	finalidade	de	provar	que	o	uso	de	VANTs	combinado	com	RNA	
pode	contribuir	substancialmente	para	a	indústria	agrícola	na	classificação	eficiente	da	fruta-pão.	Para	
alcançar o objetivo do trabalho com a Rede Neural, a precisão foi de 72,66%. 

Ashapure	et	al.	(2020)	aplicaram	RNA	com	o	intuito	de	estimar	o	rendimento	da	produção	de	
algodão	e	alcançaram	resultados	satisfatórios,	com	precisão	de	93%.	

Kestur	et	al.	(2018)	realizaram	a	detecção	e	contagem	de	copa	de	árvores	mediante	o	uso	de	
máquina	de	aprendizado	extremo	(ELM)	e	algoritmo	k-means	como	abordagem	não	supervisionada	
em imagens de VANTs. Nos experimentos realizados, tiveram uma precisão de 98%. 

Varela	et	al.	(2018)	utilizaram	a	Árvore	de	Decisão	para	realizar	o	acompanhamento	de	cres-
cimento da planta para detecção e contagem de milho. As imagens foram convertidas em excesso 
de	verde	(ExG),	usando-se	índice	de	vegetação	e	detecção	de	linhas	e	delineamento	de	contornos,	
tendo-se obtido uma precisão de 92%. 

No mapeamento observaram-se alguns artigos que abordavam tecnologia realizada em relação 
à	 aprendizagem	 profunda,	 principalmente	 com	modelo	 de	 CNN.	Valente	 et	 al.	 (2020)	 utilizaram	
imagens	aéreas	a	fim	de	realizar	contagens	de	espinafre,	e	para	isso	usou-se	o	framework	AlexNet	
com	uma	CNN	que	atingiu	uma	precisão	de	95%.	Xu	et	al.	 (2020)	 também	utilizaram	CNN	para	
realizar	a	contagem	rápida	e	precisa	da	espiga	do	trigo,	e	o	agrupamento	K-means	foi	usado	para	
a segmentação automática de imagens de espigas de trigo. Como resultado do trabalho, obteve-se 
precisão de 98,47%.

Kalantar	et	al.	 (2020)	aplicaram	RetinaNet	e	CNN	profunda	em	plantações	de	melão,	 tendo	
identificado	os	frutos	em	fotos	de	VANTs.	Depois	disso,	foi	estimado	o	peso	de	cada	fruta,	tendo	sido	
obtida	uma	precisão	de	92%.	Já	Barbedo	et	al.	(2020)	usaram	CNN	e	correção	de	cor	para	contagem	
de gado, e 71% foram contados corretamente. 

Ampatzidis	&	Partel	(2019)	utilizaram	CNN	para	detecção	de	árvores,	com	o	intuito	de	avaliar	
as características fenotípicas em culturas cítricas, com uma precisão de 98%. Enquanto isso, Csillik 
et	al.	 (2018)	detectaram	frutas	cítricas	e	outras	árvores	de	cultivo	com	base	em	imagens	de	UAV,	
usando-se	uma	CNN,	seguido	por	um	refinamento	de	classificação	usando-se	superpixels	derivados	
de um algoritmo Simple Linear Iterative Clustering	 (SLIC),	 tendo-se	alcançado	precisão	geral	de	
96,24%.

Bonet	et	al.	(2020)	realizaram	a	contagem	de	palmeiras	de	extração	de	óleo	vegetal	mediante	
CNN	VGG-16	como	extrator	de	características	e	SVM	para	classificação,	tendo	obtido	uma	acurácia	
de	99%	e	precisão	de	99,8%;	enquanto	Zhang	et	al.	 (2020)	realizaram	estimativa	de	contagem	de	
colza	(oleaginosa	da	China)	por	meio	de	CNN	com	uma	precisão	de	99,26%.	
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Também destaca-se que muitos autores utilizaram métodos de CNN que podem ser utilizados 
para	detecção	de	objetos,	já	realizando	o	particionamento,	extração	de	características	e	classificação.	
Sarwar	et	al.	(2018)	usaram	imagens	no	espaço	de	cor	RGB	além	de	R-CNN	com	o	intuito	de	detecção	
e	contagem	de	ovelhas,	tendo	obtido	resultados	próximos	a	100%.	Wang	et	al.	(2018)	utilizaram	Fast	
CNN, versão melhorada da R-CNN, para detecção de objetos em áreas urbanas, com um resultado 
de 86,52%. 

Ho	et	 al.	 (2019)	aplicaram	o	Faster	R-CNN,	que	é	um	modelo	melhorado	do	Fast	R-CNN,	
para estimar o rendimento das plantações de melancias. Os autores obtiveram uma precisão de 99%. 
Já	Neupane	et	al.	(2019)	usaram	a	Faster-R	CNN,	para	realizar	a	contagem	de	pés	de	banana,	tendo	
obtido bons resultados, com 99% de acerto. 

Destaca-se	o	 trabalho	de	Oh	et	al.	 (2020),	que	aplicaram	o	método	YOLO	com	o	intuito	de	
avaliar a estimativa de produção de plantas de algodão e contagem de pés. Eles realizaram vários 
experimentos, tendo o melhor resultado sido 88,16%. 

•	 Q2. Qual a técnica de extração de características utilizada?

Dos autores selecionados, 12 deles utilizaram técnicas para extração de características mediante 
modelos	de	CNN,	sendo	eles:	Csillik	et	al.	(2018),	Sarwar	et	al.	(2018),	Wang	et	al.	(2018),	Ampatzi-
dis	&	Partel	(2019),	Ho	et	al.	(2019),	Neupane	et	al.	(2019),	Bonet	et	al.	(2020),	Kalantar	et	al.	(2020),	
Oh	et	al.	(2020),	Valente	et	al.	(2020),	Xu	et	al.	(2020),	e	Zhang	et	al.	(2020).	

Sarwar	et	al.	(2018)	compararam	os	resultados	com	características	extraídas	do	modelo	de	rede	
R-CNN com um modelo baseado em extração manual de características, que analisa o limite de brilho 
na imagem em tons de cinza.

Além	disso,	Valente	et	al.	(2020)	utilizaram	os	métodos	de	extração	de	pixels	verdes	pela	for-
mulação de Excess Green Index	(ExG).	Zhang	et	al.	(2020)	usaram	ExGExR,	um	índice	de	vegetação	
de	 cor	 cuja	 identificação	 de	 capacidade	 de	 pixel	 verde	 foi	 utilizada	 para	 rotular	 os	 pixels	 verdes	
restantes como ervas daninhas. 

Outros	 tipos	 de	 características	 foram	 considerados	 por	 Malinao	 &	 Hernandez	 (2018),	 que	
aplicaram	o	método	de	Simple	Shape	Descriptor	para	extrair	as	características.	Já	Ashapure	et	al.	
(2020)	aplicaram	atributos	temporais	e	índices	de	vegetação	como	técnicas	para	compor	os	vetores	
de características das imagens.

Barbedo	et	al.	(2020)	usaram	espaço	de	cor,	segmentação	e	binário,	para	extração	de	caracterís-
ticas	para	formar	o	detector	de	objetos.	Kestur	et	al.	(2018)	também	fizeram	a	extração	de	caracterís-
ticas por meio de vetores binários.

Com	 relação	 a	 dados	 geométricos	 e	 vetoriais	 (Varela	 et	 al.,	 2018),	 descritores	 geométricos	
foram	construídos	a	partir	de	contornos,	com	o	intuito	de	extrair	as	características.	Selim	et	al.	(2019)	
extraíram as características de forma manual com auxílio de dados vetoriais, que foram comparadas 
com pontos de amostra retirados do solo por GPS.

•	 Q3. Qual a técnica de aprendizagem de máquina aplicada?

Destacaram-se	as	técnicas	de	CNN	por	Barbedo	et	al.	(2020),	Valente	et	al.	(2020),	Zhang	et	al.	
(2020),	e	Csillik	et	al.	(2018)	como	técnica	de	aprendizagem	de	máquina.	
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Além disso, versões variadas de CNN para detecção foram abordadas. RetinaNet foi utilizada 
por	Kalantar	et	al.	(2020),	Faster	R-CNN	por	Ho	et	al.	(2019)	e	Neupane	et	al.	(2019),	R-CNN	foi	
utilizada	por	Malinao	&	Hernandez	(2018)	e	Sarwar	et	al.	(2018),	e	Fast	CNN	com	método	Feature	
Pyramid	Network	(FPN)	por	Wang	et	al.	(2018).	Além	disso,	Ampatzidis	&	Partel	(2019)	e	Oh	et	al.	
(2020)	utilizaram	YOLO	na	detecção	dos	objetos.

Bonet	et	al.	(2020)	usaram	uma	rede	CNN	VGG-16	e	também	SVM	para	classificação.	Xu	et	
al.	(2020)	aplicaram	o	algoritmo	de	agrupamento	K-means,	e	Ashapure	et	al.	(2020)	aplicaram	RBF	
neural	network	(regressão).

Kestur	et	al.	(2018)	aplicaram	máquina	de	aprendizado	extremo	(ELM)	e	k-means.	Varela	et	al.	
(2018),	para	alcançar	o	objetivo	do	trabalho,	utilizaram	a	Árvore	de	Decisão.

Contudo,	Selim	et	al.	(2019)	não	especificam	qual	técnica,	apenas	que	é	uma	técnica	de	detec-
ção de objetos. 

•	 Q4. Como foi realizado o particionamento da imagem de VANTs?

A etapa de particionamento é variada entre os autores de acordo com a arquitetura de rede 
ou modelo de aprendizado utilizado para treinamento e detecção de objetos. Assim, observaram-se 
diferentes tamanhos de janelas que incluem as informações sobre os objetos a serem detectados. 

Segundo	Valente	 et	 al.	 (2020),	 com	o	objetivo	de	 treinar	o	AlexNet,	 as	 imagens	de	 entrada	
tinham	um	 tamanho	de	227	×	227	pixels.	Ho	 et	 al.	 (2019)	 também	 redimensionaram	as	 imagens	
adequadamente	 para	 classificação	 no	AlexNet.	 Já	Ampatzidis	&	Partel	 (2019)	 e	Oh	 et	 al.	 (2020)	
realizaram	o	particionamento	da	imagem	de	VANTs	por	meio	do	YOLO.	Já	em	Bonet	et	al.	(2020),	
as imagens foram particionadas em imagens de 224 × 224 pixels, que são pré-requisitos para a rede 
CNN	VGG-16.	Csillik	et	al.	(2018)	aplicaram	CNN	em	eCognition,	tendo	gerado	4.000	amostras	de	
treinamento de 40 × 40 pixels.

Selim	et	al.	(2019)	utilizaram	o	caso	mais	ideal	para	ter	um	ortomosaico	em	que	227	×	227	
pixels correspondem a uma área de planta. 

Em	Xu	et	al.	(2020),	para	acelerar	o	processamento	da	imagem,	a	imagem	original	foi	reduzida	
em 1400 × 1400 pixels do centro e dimensionada para 700 × 700 pixels. 

Kalantar	et	al.	(2020)	utilizaram,	para	anotar	a	caixa	delimitadora	de	cada	fruta	manualmente,	a	
ferramenta	“labelImg	(version	1.8.1)”.	Sarwar	et	al.	(2018)	também	anotaram	imagens	de	250	×	250	
pixels, tendo selecionado patches que contêm ou não objeto.

Malinao	&	Hernandez	(2018)	realizaram	um	trabalho	com	7.597	folhas,	que	foram	preparadas	
manualmente	para	análise	morfológica.	Barbedo	et	al.	(2020)	também	definiram	manualmente	a	divi-
são em quadrantes de até 50.000 pixels. 

Com	 relação	 ao	 uso	 de	 sistemas	 disponíveis	 para	 particionamento,	Ashapure	 et	 al.	 (2020)	
utilizaram o processamento no Agisoft, com tamanho de imagem de 1280 × 1024 pixels. Wang et 
al.	 (2018)	usaram	Stanford Drone Dataset (SDD)	para	particionar	os	objetos.	Zhang	et	al.	 (2020)	
interpretaram e anotaram manualmente as folhas de colza ao longo das oito parcelas de amostra para 
cada dado de observação, tendo usado ArcMap 10.3. 

Com	base	 na	 imagem	ortomosaica,	Neupane	 et	 al.	 (2019)	 definiram	 a	 área	 de	 treinamento,	
e esta foi dividida em blocos de 600 × 600 pixels, em uma forma de grade sem preenchimento ou 
sobreposição. 
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Entretanto,	em	Kestur	et	al.	(2018),	as	imagens	não	foram	particionadas,	pois	foi	realizada	a	
contagem	de	pixels.	Para	a	pesquisa	de	Varela	et	al.	(2018),	não	houve	particionamento	das	imagens	
VANTs;	trabalharam	com	contornos	da	planta.	

•	 Q5. Quais foram as análises estatísticas aplicadas para validação dos resultados?

Entre as técnicas estatísticas aplicadas nos estudos, observou-se que técnicas comuns, como a 
precisão	(PR)	e	recall	(RC),	foram	utilizadas	por	Csillik	et	al.	(2018),	Kestur	et	al.	(2018),	Sarwar	et	
al.	(2018),	Ampatzidis	&	Partel	(2019),	Ho	et	al.	(2019),	Neupane	et	al.	(2019),	Selim	et	al.	(2019),	
Barbedo	et	 al.	 (2020),	Bonet	 et	 al.	 (2020),	Kalantar	 et	 al.	 (2020),	Valente	et	 al.	 (2020),	Xu	et	 al.	
(2020),	e	Zhang	et	al.	(2020).	Já	o	cálculo	do	F1-score	foi	utilizado	por	Csillik	et	al.	(2018),	Barbedo	
et	al.	(2020)	e	Xu	et	al.	(2020).

Também	foram	observadas	as	aplicações	de	acurácia	(ACC)	por	Varela	et	al.	(2018)	e	Bonet	et	
al.	(2020),	RMSE	e	coeficiente	de	determinação	R2	por	Ashapure	et	al.	(2020)	e	Oh	et	al.	(2020),	e	
Cumulative	Distribution	Functions	(CDF)	por	Wang	et	al.	(2018).

Com	relação	às	questões	de	pesquisa	“Q6. O método gerou um sistema (web/mobile)?”	e	“Q7. 
O método gerou um banco de dados? Como foi armazenado?”, nenhum dos trabalhos mapeados 
neste artigo teve como foco o armazenamento e geração de um sistema. O intuito dessas questões de 
pesquisa dava-se ao fato que este artigo é o primeiro nas fases de projeto de pesquisa, que tem como 
intuito modelar, testar as técnicas de aprendizagem de máquina e gerar um sistema com o intuito de 
auxiliar na agricultura. 

A Tabela 3 apresenta uma visão geral dos artigos aceitos para estudo das técnicas escolhidas 
pelos autores. Nessa tabela foram selecionados os métodos utilizados nas questões Q2, Q3, Q4 e Q5, 
os quais possibilitam observar quais as técnicas recentemente mais utilizadas pelos autores, possibi-
litando a melhor escolha no desenvolvimento de novas abordagens.

MODELAGEM 

Além da contribuição do mapeamento, buscou-se também apresentar uma modelagem com 
base nos trabalhos que foram relatados em resultados. Dos 18 artigos citados em resultados, todos 
os trabalhos usaram ferramentas prontas para aplicar técnicas de aprendizagem de máquina, porém, 
todos	seguiam	etapas	definidas	pelas	ferramentas	que	consistiam,	dependendo	da	técnica,	no	particio-
namento da imagem, extração das características, treinamento e validação da técnica. 

Nesse aspecto, o desenvolvimento de uma ferramenta consistiria nas seguintes fases:

•	 No caso de se manter imagem, o usuário pode visualizar, carregar, redimensionar ou excluir 
a imagem captada por VANTs
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Tabela 3. Artigos selecionados que envolvem detecção e contagem de plantas com aprendizagem de máquina.

Autor Objetivo Q2.  
Partições

Q3. 
Características

Q4.  
Técnica de AM

Q5.  
Análise estatística

Precisão 
(%)

Valente et al. 
(2020)

Contagem de pés 
de espinafre

227 × 227 CNN CNN AlexNet ACC e Erro 95

Selim et al. 
(2019)

Contagem de pés 
de laranja

227 × 227 Dados vetoriais Baseada em objeto PR 82,86

Xu et al. 
(2020)

Contagem de 
espigas de trigo

 700 × 700 CNN	e	K-means CNN PR, RC, F1 98,47

Kalantar	et	al.	
(2020)

Contagem de 
melão

Elipse nas 
imagens 

CNN e PCA CNN Resnet50 PR, RC 92

Ho et al. 
(2019)

Contagem de 
melancia

1.000 × 1.000 Pixels e CNN Faster R-CNN PR 99

Malinao & 
Hernandez 
(2018)

Contagem de 
fruta-pão

Manual Morfológicas RNA PR 72,66

Wang et al. 
(2018)

Contagem de 
objetos urbanos

FPN FPN Fast CNN CDF 86,52

Ashapure et al. 
(2020)

Contagem de 
algodão

1.280 × 1.024  Índices de 
vegetação

RNA RMSE e R2 93

Oh et al. 
(2020)

Contagem de 
algodão

416 × 416 CNN YOLO	como	
CNN

RMSE e R2 88,16

Barbedo et al. 
(2020)

Contagem de gado Até 50.000 
pixels

Cor e binário NasNet Large 
CNN 

PR e F1 71

Neupane et al. 
(2019)

Contagem de pés 
de banana

600 × 600 CNN Faster R-CNN PR, RC, ACC 99

Ampatzidis & 
Partel	(2019)

Detecção de 
árvores

850 × 600 CNN YOLO	como	
CNN

PR, RC, F1  98

Sarwar et al. 
(2018)

Contagem de 
ovelhas

250 × 250 CNN e binário R-CNN  PR e RC 100

Kestur	et	al.	
(2018)

Contagem de 
coroas de árvores

Contagem de 
pixels

Vetores binários ELM PR e RC 98

Varela et al. 
(2018)

Contagem de 
milho

Contornos da 
planta

Geométricas Árvore de decisão PR e RC 92

Bonet et al. 
(2020)

Contagem de 
palmeiras 

224 × 224 CNN Rede VGG-16 PR e ACC 99,8

Zhang et al. 
(2020)

Contagem de 
plantas de colza

Amostras por 
pixels

ExGExR CNN RMSE, PR, RC, F1 99,26

Csillik et al. 
(2018)

Contagem de 
cultivo

 40 × 40 CNN CNN PR, RC, F1 96,24

•	 Nas etapas seguintes da pesquisa, pretende-se reunir os tipos de plantas que serão contadas, 
ou seja, o usuário precisa selecionar o tipo de cultura.

•	 Da mesma maneira, neste artigo foram elencadas as técnicas presentes na literatura sobre 
aprendizagem de máquina para contagem e estimativa de produção, aplicada em determina-
dos tipos de culturas, que já foram relatadas. 

•	 Após	 o	 usuário	 selecionar	 a	 cultura,	 habilitará	 a(s)	 técnica(s)	 que	 foram	 implementadas	
para aquela cultura, como o pré-processamento, o processamento e a validação. Ainda, o 
usuário	pode	selecionar	os	valores	de	sobreposição;	por	fim,	todos	os	arquivos	podem	ser	
exportados. 
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•	 Outra necessidade será armazenar tanto os algoritmos de aprendizagem de máquina, quanto 
as imagens, e os valores de sobreposição. 

A modelagem proposta pode ser observada na Figura 5, incluindo os atores que são o usuário e 
o banco de dados, bem como os casos de uso, com objetivo de descrever como será cada funcionali-
dade do sistema. 

Figura 5. Proposta de modelagem para desenvolvimento da ferramenta. 

CONSIDERAÇÕES FINAIS 

	 Nesse	artigo	foi	apresentado	um	mapeamento	bibliográfico	das	abordagens	de	aprendizagem	
de máquina aplicadas na estimativa de contagem de plantas. Foram selecionados artigos de 4 bases 
de	dados,	e	18	artigos	que	respondiam	às	questões	de	pesquisa	foram	relatados.

 Foi possível observar que há bastante divergência entre técnicas que estão sendo testadas 
e aplicadas na contagem/estimativa de culturas. Contudo, destacou-se grande interesse por parte 
dos pesquisadores por redes neurais convolucionais nas etapas de particionamento e extração de 
características.

 Com esse mapeamento foi possível realizar uma modelagem para ser suporte do desenvolvi-
mento de uma ferramenta que seja capaz de avaliar imagens capturadas por VANT e detectar objetos, 
considerando a variabilidade dos cultivos analisados. 

 Como trabalhos futuros pretende-se implementar as técnicas analisadas na modelagem e criar 
um	protótipo	de	sistema	para	contagem	automatizada	de	objetos	de	imagens	agrícolas.
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